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Abstract

本文提出了一种名为 LLM-BRAIn的自主机器人控制新方法，该方法可以根
据操作员的指令生成机器人行为。LLM-BRAIn是一个基于 Transformer的
大型语言模型（LLM），由斯坦福 Alpaca 7B模型微调而来，用于从文本描
述生成机器人行为树（BT）。我们使用通过 text-davinchi-003以 self-instruct
风格生成的 8500个指令遵循演示来训练 LLM-BRAIn。所开发的模型能够
准确构建复杂的机器人行为，同时其规模小到可以在机器人的机载微型计
算机上运行。该模型能生成结构和逻辑正确的行为树，并能成功处理训练
集中未出现的指令。实验未揭示由 LLM-BRAIn生成的行为树与人类创建
的行为树之间存在任何显著的主观差异（平均而言，参与者在 10次中有
4.53次能够正确区分 LLM-BRAIn生成的行为树和人类创建的行为树，这
表明他们的表现接近于随机猜测）。该方法有望应用于移动机器人技术、无
人机操作、机器人操纵器系统和工业 4.0。

1 引言

近年来，高性能的大型语言模型（LLM）的发布，如开源的斯坦福 Alpaca模型，为相关技
术领域的研究人员带来了巨大的可能性。这主要得益于基于 transformer的大型语言模型能
够执行遵循指令的任务。目前已明显可以预见，类似 GPT的模型将很快在“人-机器人交
互”（human-robot interaction）领域得到广泛应用。在这一背景下，值得强调的是该技术的融
合对机器人领域尤为重要，因为它对 AI驱动的机器人系统的开发与实现具有深远影响。此
外，机器人与人之间的交互问题也日益受到关注。

对机器人指令与逻辑的形式化探索由来已久。此类工作的优先目标是使非技术人员能够以
便捷且逻辑清晰的方式在工作中控制机器人并与其交互。行为树（behavior tree, BT）方法是
一种先进的机器人逻辑描述方法。它允许将复杂的机器人行为由简单的模块（节点）组合而
成。此外，BT具备模块互换性，并保持一种清晰明了的结构，可被存储为 XML文件。现
代基于 transformer的 LLM非常适合根据指定逻辑生成严格结构化的文本文件，甚至能够完
成程序代码的生成，这是更具挑战性的任务。
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本文提出了一种新的自主机器人控制方法，使用基于 transformer的 LLM，通过人类操作员
的语言描述，生成符合 BT格式的复杂机器人行为。行为的生成依赖于对 LLM的微调，并
使用预编写节点的库。

2 相关工作

近年来，自 transformer模型在开创性论文《Attention is all you need》中被 Vaswani et al. [1]首
次提出以来，已在多个领域中获得广泛应用。这些 transformer模型在语言建模、翻译和语
音识别等任务中表现出色。

特别是基于 transformer架构的 LLM，在近年来引起了极大的关注。这一趋势受到 OpenAI
的 GPT2和 GPT3等模型推动，其特性分别在 Radford et al. [2]和 Brown et al. [3]中进行了讨
论。OpenAI [4]提出的 ChatGPT极大地推动了 GPT模型的普及，使得更广泛的受众得以接
触和使用该技术，从而使其受欢迎程度达到了新高度。这些模型展示了生成连贯、语境恰当
文本的能力，因而非常适合用于广泛的自然语言处理（NLP）任务。

在一段时间内，只有与 OpenAI合作的人员才能参与 GPT模型的开发并见证其非凡的成果。
但随着 Google的 T5模型（见 Raffel et al. [5]）和Meta公司最近提出的 LLaMa（见 Touvron
et al. [6]）等 GPT类 LLM模型的出现，情况发生了变化。这些模型为不受单一机构控制的
替代方案提供了可能，并已被广泛用于多种 NLP应用，如语言生成、问答、情感分析等。

众多实验室和行业机构在获得 LLM后，积极探索使用 GPT或其变种来构建机器人行为的
方法。例如，Driess et al. [7]提出的 PaLM-E是一种具身多模态语言模型，使机器人能够遵
循指令执行任务。另一个工作 Brohan et al. [8]则提出了一种面向大规模现实控制的机器人
transformer。这两者都是规模庞大的模型，训练和使用都需要大量计算资源和数据。除此之
外，波士顿动力公司（Boston Dynamics）也在探索将 GPT用于构建机器人行为的可能性。
他们成功地训练了机器狗 Spot使用 GPT汇报工作结果，详见 Petkauskas [9]。

此外，Taori et al. [10]提出的斯坦福 Alpaca模型的公开发布，成为了全球 LLM研究的一个
转折点。Wang [11]的仓库提供了一套完整的资源，供研究人员以斯坦福大学相同的方法微
调 Alpaca 7B模型，包含所有必要组件与操作说明。与其他 LLM不同的是，斯坦福 Alpaca
模型不仅达到了接近 GPT3的性能，且具备能够在普通个人计算机上运行的特性。该模型的
架构支持指令跟随类任务的微调，这为相关技术领域的研究人员带来了巨大可能性。

另一个工作 Cao and Lee [12]提出使用 GPT生成机器人行为。实际上，该研究并未直接使用
LLM生成完整 BT结构，而是借助 OpenAI产品将行为节点填充到一个固定结构的 BT中。
由于 OpenAI的产品并非专为机器人行为生成而设计，研究人员只能采用固定 BT结构，仅
使用 sequence和 action节点。这种方法虽限制了 BT模块化结构的优势，但实验结果依然具
有前景。尽管所提出的 BT构建方法是有效的，但若针对该任务对 LLM进行专门微调，通
常可以获得更优效果，从而生成不受上述限制的各种 BT。

然而，要想对 LLM 进行微调以生成复杂的 BT，仍需构建一个涵盖多种结构和应用场
景的丰富多样的 BT 数据集。虽然如 Stiennon et al. [13]所述的“基于人类反馈的强化学
习”（Reinforcement Learning from Human Feedback, RLHF）方法广受认可，但生成如此大规
模数据集通常需要具备 BT构建能力的专家，任务极具挑战性。因此，本研究采用了Wang
et al. [14]在 Taori et al. [10]研究中提出的“self-instruct”方法，使用 text-davinci-003模型构建
数据集。最终的微调模型可在特定任务上超越用于生成该数据集的原始模型，因为其经过
专门训练以解决这些任务。
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Figure 1: 系统架构。

3 系统概述

系统架构如图 1所示。在预期使用场景中，所需的硬件必须包括一台能够运行经过再训练的
LLM-BRAIn模型（拥有 70亿参数）的板载微型计算机。硬件还包括机器人执行其节点库
中描述任务所需的所有传感器、执行器和机械组件。软件系统包括一个运行 LLM-BRAIn模
型的应用程序、一个将其转换为可执行文件的 BT解释器（基于已成为机器人标准的 ROS2，
参见Macenski et al. [15]），以及一个列出机器人可执行动作的节点库。

操作员可以用自然语言向机器人下达指令。随后，该指令会被构造成模型请求，并附加来自
节点库的可用节点列表。模型处理该查询后，其输出在转换特殊字符后即为一个以 XML格
式表示的 BT。过去这类 BT是由人手工编写的，但如今该方法因其通用性和灵活性而在机
器人领域广泛应用。基于 BehaviorTree.CPP库的命令执行作为一个 ROS2节点实现，库可见
于 Faconti and Colledanchise [16]的仓库中。

4 使用 LLM生成的 BT定义机器人行为

4.1 在机器人中使用行为树的优势

行为树（BT）是一种用于在抽象层次表示机器人任务的分层结构，作为状态机范式的替代
方案。构建机器人行为的 BT方法在 Colledanchise and Ögren [17]中有所讨论。形式上，BT
是一个有向根树，其叶节点负责任务执行，分支节点定义控制流程逻辑。叶节点包括 Action
（动作）和 Condition（条件）节点：前者指定一个基本任务并在完成后返回 Success信号，后
者用于评估布尔条件，例如某一传感器读数是否满足。常见的分支节点包括 Sequence（顺
序）节点和 Fallback（回退）节点。Sequence节点依次执行其子节点，直到接收到第一个
Failure信号；Fallback节点则依次执行子节点，直到接收到第一个 Success信号。仅使用这
四种节点类型，BT即可完成与状态机等价的任务执行，但同时具有诸多优势。例如其模块
化结构允许添加、移除、替换节点而无需重构整个结构。

由于其直观性与高效性，BT已成为机器人系统控制中的广泛方法。它提供了一种结构化的
方式来表示与控制自主体的行为，适用于多种机器人应用场景。

BT 已在许多机器人竞赛和挑战中成功应用，包括 DARPA 机器人挑战赛、RoboCup 和
Eurobot。例如，在 DARPA挑战中，团队使用 BT控制机器人完成如驾驶、开门、使用电动
工具等任务，详见 Colledanchise and Ögren [18]；在 RoboCup中，BT被用于控制多机器人系
统完成如足球比赛、搜索与救援等任务，参见 Safronov et al. [19]；在 Eurobot中，BT被用
于控制机器人完成如迷宫导航、物体操作等任务，见 Granosik et al. [20]。
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4.2 将行为树作为 LLM输出的优势

行为树作为一种分层、模块化结构，为基于 transformer的 LLM输出提供了一种有前景的
解决方案。其结构允许替换同类型节点，令其非常适合作为 transformer的输出结构。此外，
BT的模块性与可扩展性也支持轻松添加新节点或修改已有节点。

BT结构的另一显著优势在于可将子树用作主树的一部分。这意味着已生成的 BT可被加
入节点库，作为更复杂行为的一部分。在递归模式下，模型可以首先在高层抽象层级构建
BT，然后向低层级递归生成缺失节点，从简单组件构建完整节点。这种方法支持在模型输
出 token长度限制内构建大型复杂行为结构，从而提升模型性能，解除最终 BT规模的限制。

5 数据集收集

5.1 数据集表示格式

我们来考虑如何构建用于训练 LLM 生成 BT 的数据集。虽然斯坦福 Alpaca 模型逐词生
成文本，其训练数据集由完整文本组成，但在执行指令跟随任务时，文本被划分为三部
分：“instruction:”、“input:”和“output:”。其中“input:”部分是可选的，仅在斯坦福原始工作
中的部分样本中使用。在生成 BT任务中，我们未使用此元素。因此，每个数据样本由构建
机器人行为的指令和一个逻辑与结构正确的 BT（作为输出）组成，使机器人能执行该任务。
该指令包含一个通用部分：“Write a behavior tree for the robot to execute the command using
only available nodes.”。该部分在后续拓展任务（如纠错、子树构建、解释某一行为等）中是
必需的。在这段不可更改的指令之后，是对所需机器人行为的描述。在使用 text-davinci-003
模型生成样本时，对指令的自然性尤为重视，应为一条人类可能发出的简单、逻辑清晰的命
令，因为微调后的模型将用于响应人类指令。指令的最后一部分是机器人可执行的 Action
与 Condition节点列表。这是指令中的关键元素，因其限制与指定了可用节点，从而保证生
成的 BT可在目标机器人上执行。除 Action与 Condition节点外，节点库有时也包含 SubTree
节点。SubTree节点与 Action节点类似，但自身是已编译的 BT。引入 SubTree节点支持分
阶段生成机器人行为的整体逻辑，从可用节点中构建缺失部分。此方法避免 LLM一次性生
成大型结构，避免了由于序列长度增加而导致内存需求呈二次增长的问题。

5.2 使用 Text-Davinci-003生成数据集

如前所述，OpenAI的产品并非专为根据描述生成 BT而设计。然而，text-davinci-003模型
具备以 XML格式生成具有不同结构的机器人随机行为 BT的能力，这一能力成为数据集构
建的起点。在第一个请求中，我们要求模型生成一个 BT。经验表明，该请求需要额外说明，
如该 BT应可由移动机器人执行、具和平应用场景、包含描述运动与物体操作的元素。这些
描述可根据需求拓展到其他机器人类型。此外，我们发现 text-davinci-003可能会生成结构
或逻辑上的错误，经过多轮优化请求，我们得以规避这些问题。第二个请求中，我们要求
text-davinci-003创建构成 BT的节点库，并提供期望的响应结构样例。第三个请求中，我们
要求其基于生成的 BT输出口语化的机器人行为描述，该任务模型执行效果良好。最后，我
们调试上述三个请求，并使用 OpenAI的 API将生成结果填入样本对应位置以构建数据集。
按照此方法，我们生成了三个数据集：1000条样本、5000条样本和 8500条样本。衡量此类
数据集质量的标准包括：样本在目标机器人任务中的多样性、所有 BT结构的正确性以及
BT是否符合给定任务要求。

6 LLM-BRAIn 7B模型微调
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Figure 2: LLM-BRAIn模型微调流程概述。

6.1 LLM-BRAIn获取方法

斯坦福 Alpaca 7B模型是基于 LLaMA 7B模型，通过 52000条指令跟随示例微调而得的语言
模型。该微调方式使模型在指令跟随任务上表现卓越。然而，构建机器人 BT对语言模型而
言仍是极具挑战性的任务。为应对该挑战，我们对模型进行了 BT生成样本的进一步微调。
图 2展示了我们获取 LLM-BRAIn模型的流程。

本次微调的目标有二：一是确保微调后模型能够生成满足所有指定条件的 BT；二是评估数
据集规模对生成 BT质量的影响。为实现这一目标，我们采用了参数高效微调（Parameter-
Efficient Fine-Tuning, PEFT）方法。PEFT方法支持在不需重新训练整个模型的前提下，对
LLM进行高效微调，相关内容见 Pu et al. [21]。

PEFT特别适用于大模型微调成本高昂的情况。其思路是调整少量附加参数，而非模型全部
参数，从而显著减少计算与存储开销。本文中，我们采用的 PEFT方法为 LoRA（Low-Rank
Adaptation），该方法在 transformer层中添加低秩矩阵，仅调整这些矩阵参数，而非整个模
型，相关内容参见 Hu et al. [22]。

6.2 微调过程

图 3展示了 LLM-BRAIn模型在不同数据集规模下的微调损失曲线。可观察到，误差曲线形
状相似，从而便于判断训练何时停止以避免收益递减。我们还注意到，在训练样本中仅使用
“instruction:”部分而不使用“input:”部分有助于加快训练速度。微调在一张配备 80GB显
存的 NVIDIA Tesla A100显卡上进行，使用的 batch size为 128，micro batch size为 4。如将
batch size改为 32，micro batch size改为 1，则可在较少显存的条件下复现实验结果。所有超
参数设置采用Wang [11]仓库中的默认值。学习率设为 3e-4，验证集占总数据集的 10%。最
终数据集训练共进行 3轮（epoch），但若对更小数据集进行训练，为获得相似损失，需要增
加训练轮次。
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Figure 3: LLM-BRAIn微调过程中的损失曲线。

在模型微调完成后，我们在验证集中的随机样本上进行了评估。使用 1000条样本进行微调
后，模型可在格式上正确生成各个节点，但无法构建复杂的 BT逻辑。当数据集扩大到 5500
条并提高多样性后，模型开始生成与工业中常用 BT相似的结构，但在逻辑层仍存在错误
（如建议机器人在开门前进入房间）。此外，模型也会产生一些格式错误，例如在 BT根节点
下包含多个节点。

为解决这些问题，我们构建了一个包含 8500条样本的数据集，聚焦于前一版本模型难以应
对的任务。结果表明，逻辑与格式错误显著减少。在一张配备 80GB显存的 NVIDIA Tesla
A100显卡上训练最终模型共耗时 8小时。为获得验证模型质量的数值指标，我们还进行了
实验评估。

7 人类识别模型生成行为树能力的实验

为评估模型性能，我们进行了一个实验，考察参与者区分 LLM-BRAIn生成的行为树（BT）
与人类专家手动编写 BT的能力。类似的研究在 Brown et al. [3]中已有开展，但不同的是，
我们的实验中所有参与者均了解行为树的基本原理与构造方法。

参与者： 我们招募了 15名参与者，包括本科生与研究生，均专攻机器人方向，以评估 BT
生成质量。在这些参与者中，有 10人为本地 Eurobot团队成员，平时经常使用 BT；其余 5
人此前未接触过 BT，在实验前接受了关于 BT原理与构建方法的明确培训。在实验开始前，
所有参与者均签署了知情同意书，确认其已掌握机器人行为树的运行与结构知识。

实验流程： 实验中，使用 LLM-BRAIn生成了 10个行为树，模拟了移动机器人可执行的多
种行为与交互。此外，还由人类专家手动编写了另外 10个行为树，旨在实现与 LLM-BRAIn
生成 BT 相似的功能与行为。参与者被呈现机器人行为的描述及一对 BT（包含一个由
LLM-BRAIn生成，另一个由人类编写）。为避免偏见，展示顺序被随机化。参与者需判断哪
一个 BT由 LLM-BRAIn生成，哪一个由人类创建。他们被告知依据主观判断以及可识别的
差异特征作答。图 4展示了一个示例题目。

实验结果： 在所有行为树对完成评估后，收集了实验数据并进行了分析。结果如图 5所示。
平均每位参与者在 10道题中答对 4.53道，表明参与者区分 LLM-BRAIn生成 BT与人类编
写 BT的能力与随机猜测相当。

为检验问卷回答与具体题目的相关性，我们进行了单因素方差分析（ANOVA），显著性水平
设为 5%。分析结果表明，不同题目下用户判断之间无显著差异（F = 0.75，p = 0.66 > 0.05），
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Figure 4: 任务描述及两个解决方案示例：人工编写（BT1）与 LLM生成（BT2）的行为树。

Figure 5: 受试者给出的正确答案数量。

说明正确回答的概率不受具体题目影响。为评估人类生成 BT与 LLM-BRAIn生成 BT之间
是否存在显著差异，我们进行了 t检验，显著性水平仍设为 5%，以验证“无法区分二者”
为零假设。若零假设成立，平均正确数应为 5，平均得分应为 0.5。根据结果（平均得分 =
0.453，t统计量 = -1.200，临界值 = 2.145，p > 0.05），我们没有理由拒绝零假设，即平均得
分与 0.5之间无显著差异。

本次包含 15名志愿者的用户研究未发现 LLM-BRAIn生成 BT与人类生成 BT之间存在主观
差异。LLM-BRAIn模型展现出生成与人工相当的机器人行为能力，至少在本实验设置中，
在主观感知层面上效果相当。

8 局限性

在使用 LLM-BRAIn时，需要认识到模型运行方式带来的一些限制。首先，当前训练阶段尚
未涵盖子树生成能力，因此生成的 BT大小受限于执行模型的设备能力。运行该模型需在显
存或内存中存储生成文本所有 token之间的注意力权重，这限制了可生成 token数量，进而
限制了 BT规模。该限制将在未来通过引入递归生成子树的机制得到缓解。
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此外，尽管 LLM-BRAIn定位为完整的机器人控制系统，但在具体设备上的应用可能需要对
模型进行额外训练，使其适配该设备的 BT样例及控制逻辑。例如，为有效控制无人机，训
练集中应包含包含飞行控制逻辑的 BT。

系统的另一个限制来自节点库。该库涵盖机器人可执行的所有动作及可评估的所有条件。若
要在某一机器人或系统中部署 LLM-BRAIn，需单独构建其节点库。尽管这一做法限制了机
器人可执行动作范围，但也提升了行为的可预测性与安全性。如果节点库中所有节点均以安
全性为首要设计原则，则机器人行为也将以安全为导向。这种方式有效降低了 LLM-BRAIn
机器人潜在的负面影响。

9 结论

本文提出了一种新颖的自主机器人控制方法，该方法能够根据操作员指令生成机器人的行
为树。LLM-BRAIn模型的突出之处在于：其不仅能够精确生成复杂机器人行为，同时具备
足够紧凑的模型体积，适合部署于板载微型计算机上。用户研究结果未显示 LLM-BRAIn
生成的行为树与人类编写行为树在主观认知上存在显著差异。在所有测试中，参与者仅有
45.3%的情况能成功区分人工与模型生成的行为树。

在未来的工作中，我们计划通过引入子树的递归生成机制来扩展节点库，从而增强模型能
力。此外，我们还希望加入功能，使操作员能够根据自身需求更改机器人的行为并请求相关
注释信息。进一步地，我们计划将 LLM-BRAIn集成至移动机器人、机器人操作臂系统以及
无人机集群的控制系统中。
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